[bookmark: shlukova_analyzaalgoritmus_k_stredu_hier][bookmark: kalibrace_realne_perspektivni_kamery_s_r][bookmark: odhad_parametru_epipolarni_geometrie_z_k][bookmark: randomizovane_algoritmy_typu_las_vegas_a]12. Shluková analýza: algoritmus k středů, hierarchické shlukování. Analýza hlavních a nezávislých komponent.
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(7) shlukování obtížnost
strategie je asi zpusob rozdeleni do shluku, kazde rozdeleni mohu nejak ohodnotit, tak je nejaka pokutova funkce, ktera kazdemu rozdeleni da nejakou pokutu, takze chceme najit takove rozdeleni, aby pokuta byla nejmensi, tedy nejlepsi rozdeleni.[image: ]
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(13)jaky je rozdil mezi EM a k-means? (dále na 16)
kmeans je varianta EM, jak vypada EM, ktery neni k means ? :)
napadlo me, ze treba to EM funguje i kdyz bych hledal shluky pomoci elips apod.. K-means hleda jen pomoci kruznic ze jo? jj
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(14) Soft

specialni pripad fuzzy shlukovani, hmm :-D co toje? no, fuzzy logika je treba takova, ze nemas 1 / 0 = true / false, ale hodnoty od 0 do 1, treba 0.8 - spise ano, takze to vyuziva asi tohoto, nemas proste prislusnost ke shluku 100%, ale treba nejaky sample patri 80% do jednoho shluku a 20% do druheho 
Pr(Cj | xi) pravdepodobnost, ze bod xi patri do shluku Cj

a dole pod tim je, ze soucet Pr pres vsechny shluky je 1, tedy bod 100% nekam patri, takze kdybych mel 3 shluky, tak napr. bod bude patrit  70% do jednoho, 20% do druheho a 10% do tretiho, soucet pres vsechny je 100%

Vzorečky
pak se tam rozebiraji specialni pripady soft algoritmu, treba soft k-means, tak ze se to resi pomoci normalniho rozdeleni, to mas nejak takhle: k*exp(-x^2/sigma^2), oni to tam maji nejak normalizovane, to co jsem napsal je takove obecne normalni rozdeleni, proste kdyz je x = 0 (vzdalenost), tak e^0 = 1, prislusnost je 100%, kdyz je bod dale, x > 0, tak e^-(x^2/sigma^2)  bude mensi nez 1, takze cim je bod dale od stredu shluku, tim mene do nej patri

oni maji ten vztah docela slozitej, protoze je v tom asi zahrnuto, ze suma pres vsechny shluky je 1
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(15) obr, proč se nepřepočítavájí P?
rekl bych ze tady mame zatim jen 2 kroky E a M - E prepocitej P a M - posun stredy, takze ted by nasledoval zase krok E a teprve pak by byl prepocet

[image: ]
http://www.socr.ucla.edu/Applets.dir/MixtureEM.html
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(19, 20) Single, Complete, Centroid
vzdy bereme minimalni vzdalenost dvou shluku, vzdalenost dvou shluku je ruzne definovana:
single - vzdalenost dvou nejblizsich bodu ve shlucich
complete - vzdalenost dvou nejvzdalenejsich bodu ve shlucich
centroid - vzdalenost dvou stredu (centroidu) ve shlucich, muze to byt pomyslny bod (tedy zadny realny)
The distance between two clusters is the Euclidean distance between their centroids, as calculated by arithmetic mean.
[image: ]
where xr is the centroid of r by arithmetic mean (ze vsech vzdalenosti bodu ve shluku):
[image: ]
average – průměrná vzdálenost mezi dvojicemi instanci, vemu vsechny dvojice - napocitam jejich vzdalenosti a z toho udelam prumer
jinak u average ty vzdalenosti dvojic uz znam v matici vzdalenosti, takze to neni moc slozite, uz je to predpocitane, jen zprumerovat (tuto vlastnost mam i u ostatnich rezimu)
U centoridu: ta desítka: 2+12+16 / 3
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(4) Složitost – srovnání
nahodne mam nejake shluky, takze potrebuju zjistit vzdalenost kazdeho bodu od kazdeho shluku, k je pocet shluku a m pocet bodu, takze to je km, pak nejakej odhad poctu behu.. to nevim..prostě zapamatovat[image: ]
(5) Hodnocení kvality shlukování
homogenita - asi nejaka mira podobnosti, asi to bude prumerna vzdalenost bodu od shluku ke kteremu patri, pro kazdy shluk nascitam vzdalenosti od bodu, ktere k nemu patri a pak jeste to vsechno poscitam pres vsechny centroidy a vydelim poctem bodu, takze tak bych to chapal - prumerna vzdalenost bodu od centroidu

[image: ]
prumerna vzdalenost tech modrych primek

separabilita - cim budou shluky vzdalenejsi tim bude separabilita nizsi, mi jsou stredy shluku, prochazime vsechny dvojice shluku, vypocteme jejich vzdalenost d(mi_i,mi_j), dame to do normalniho rozdeleni, vsechno nascitame a vyprumerujem, proč tam má nadruhou to d? to je normalni rozdeleni exp(-x^2/sigma^2) 
jo už to tam vidím ... ok, takze kdyz se budou vsechny shluky prekryvat, tak d = 0 nebo hodne blizke nule, exp ^ 0 = 1 podle gaussovske krivky, takze nascitame jednicky a vydelime k(k-1) - poctem vsech dvojic a dostaneme prumer 1, takze 1, kdyz jsou shluky prilis u sebe a prekryvaji se, 0 kdyz budou hodne vzdalene od sebe

[image: ]
(6) Gold standard
asi ze zname jak by klasifikace mela dopadnout a porovnavame to s tim, jak to dopadlo (viz. obr), na tom obrazku vidime samply, jsou 3 typy x, o a d (diamond), asi toto, protoze mas u toho G1, G2, ... a tady v tech vypoctech taky pouzivat Gj
gold standard je srovnani se znamou anotaci, srovnani je napr. pomoci ryzosti a dalsich hodnoticich hodnot
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(11) COBWEB – Konceptuální shlukování
http://www-ai.cs.uni-dortmund.de/kdnet/auto?self=$81d91eaae317b2bebb

jednotlive samply (příklady) jsou listy ve strome, ty se spojuji do skupin - uzlu nad nimi, do skupiny (do uzlu) patri podskupiny (poduzly) s podobnymi vlastnostmi, tim jak prochazis sample po samplu, tak se stromem provadis operace

1) zaradis list do uzlu

2) vytvoris uzel (skupinu) a do nej zaradis list

3) spojis vice uzlu do jednoho
4) rozdelis jeden uzel do vice

a podobne vlastnosti se urcuji podle pravdepodobnosti, tedy kolik listu ma spolecnou vlastnost, kdyz kliknes na vnitrni uzel v appletu tak se tam vypise pocet listu, ktere maji shodnou vlastnost, takze to provadi nejake vypocty, ktere uzly jsou si podobne, ktere ne a kam to ma zaradit
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Algoritmus k-stredii (k-means)

« globiinf kritérium homogenity: TW'(k) = argmin 14, ¥, _o, d(z;. i),
C) R
wvstupy: X = {212} CREEN, d: X x X =R,

1. nahodn

ializuj stredy shlukd j1; (nap¥. volbou & vstupnich prikladt),
2. katdy z pikladt z; € X' pFifad k nejblizimu stfedu - ¥ argmin d(zi. 1),
oLk

3. prepotite] stredy shiukd — stfedem je stfednf vektor ze viech pifazengich priklads,
4. opakuj kroky 2 2 3 dokud se stFedy shluki méni.

« hladovy algoritmus

— konvergence zarutena, obvykle rychls,
— vede k nalezent loksin optim3niho Feteni,
— citlivy na potitetn inicializaci,

lustran demo applet

— hitp://www.kovan.ceng.metu.edu.tr/“maya/kmeans index.html.
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Vzdalenostni funkce

« obuykle metrika na X, ¥z.y.z € X:
—d(z.y) 20, d(z.y) =0 & z =y, dz.y) = d(y.2), d(z.2) < d(z.y) + d(y.2)
« Zasto poutivané funkee

 Minkowského metrike: d(z.y) = (Z:;,(x, 71/,)‘)!

« volba k: di(k = 1) (Manhatan, Hamming, taxi), dg(k = 2) (Euclid), de(k = oc)
— kesinov odignost (dokumenty): d(z.y) = 1 — cos(6) = 1 - =&
— editatn (Levenshteinova) vadslenost (pro slova, sekvence)

« potet transformac (edit, insert, delete) nutnjch k premén jednoho slova na druhé.

i
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k-stfedii: volba optimalniho pottu shlukia

« k jako apriorni znalost,
« k pouze z pottu piklad: & ~ /T,
« homogenita 11 nutn& monoténn kless s rostoucim &, mozng heuristicky “elbow” postup:

— opakovat algoritmus kestredi s postupné rostoucim &,

— vhodné & je v misté n3hlého poklesu kritéria homogenity nebo v koleni kfivky,
W(k)-W(k+1)
e

~ Hrtiganovo kritérium: H(k) =
2vol nejnii k > 1, kde H(k) je dostatetné malé

L -l

P 40 J
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Expectation Maxi

ization (EM) algoritmus

« kestred je variantou obecného EM algoritmu,

« maximalizuje vérohodnost Pr(X[6)
6" = argmaxPr(X|8) = argmax[12, Pr(z:(6)
o o
« zavidi skrytou prom&nnou Q, kters usnadfisje maximalizaci Pr(X[6)
— E-krok:

« odhadni (rozdelent) skryté proménné pro dan data 2 stévajici hodnotu parametrl 6,
— M-krok:

« upray parametry 6 tak, aby byla maximalizovéna vrohodnost pro dané Q,
» konkretizace pro kestredl

— Q urtuje bindr{ pislunost prkladd ke shiukém,

— E-krok: pfitad priklady ke stredim,

— Mekrok: prepoitej stredy shluk.
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Soft (pravdpodobnostni) shlukovéni

« nevysaduje “ostrou” pislugnost instance do prévé jednoho shiuky,
« stupef prislugnosti Pr(C[) je chipn jako pravdgpodobnost

— musiplatit: Vi=1....m:Y,, ,Pr(Cjlz)=1
« algoritmus pro pravd&podobnostf shiukovéni = “soft verze" kestedd

~ na principu algoritmu EM,

— pro vipotet Pr(C;[z:) je pousit model s parametry 6,

— 6 nejastii urtuje smés normsinich rozddlent (Gaussian Mixture Model = GMM),

oo T i)

S Tk T ey =1
. véha elementu sméi, ;... stredovy vektor, T
— 6 miite definovat i naivni bayesovsky model apod.,

= EM GMM shiukovéni

= Priaif) = Tin oy

kovarianZni matice,

— Q pro kazdj priklad uréuie pst, %e prikiad byl vygenerovén konkrétnim gaussisnem,
« soft shiukovini je specidinim pFipadem fuzzy shlukovani (fuzzy clustering)
— pracuje s pFislusnosti Pr(C;|z;) bez dalgich omezen.
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EM pro GMM shlukovani

 EM je iterativnf algoritmus,

« ilustrace jednoho kroku po nhodné inicializaci

E-krok Mkrok
.
rnlos o
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tean LogLikelihood = -11.816536976974584

Weight=0.420235027 3100520584505628
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EM shlukovéni — srovnani s k-stfedi

« shlukovin ze definovat jako optimalizaci smési normainich rozdlent v . rozmérech,
« poet rozdelent odpovids k (mée bit také soutsti maximalizace vérohodnosti resp. AIC),
« rozklad: pfiklad je pifazen k rozdelent s nejvyesi aposteriorni psti p(z.N;).

predpoklids normaln rozdglent dat ve shiuku,

« robustngjs, ale pomaleféf ne? k-means,

« demo: http://staff.aist.go jp/s.akaho/ MixtureEM.html.
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Hierarchické shlukovéani — motivace

 taxonomie nese vice informace ne rozklad

— analza na rézngch drovnich granulariy,
— bingrf strom = dendrogram,

« rozumn3 dekompozice shiukovaciho problému na podproblémy

— phimotaré a vypoZetnt zvlidnutelné FeSen!

et fios P Oeg Corw han
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Hierarchické shlukovéni — algoritmus

« rekurzivni pouitf standardniho shiukovaciho kroku,
« aglomerativnf pFistup (zdola nahoru)

— nejprve kazds instance shiukem,

— iterativni spojovéni nejpodobnféich shiuks, obvykle dvojic,
« divizivni pristup (shora dold)

— rozdal instangn mnoZinu na shiuky, obvykle dva,

— iterativn rozdeluj vytvoFens shiuky,

— obtizngji implementovatelné = pracuje s dalkim vaitfnim shlukovacim alg.,

— efektivngjai ne aglomerativni, zejména pokud negenerujeme cely dendrogram,
« nevysaduje predurZent k, konstruje hierarchi.
« rozklad je urken Fezem dendrogramu.
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Hierarchické shlukovéni — vzdalenost shlukd

« Kitovou je definice zobecngné vzdslenost funkce
— od maent vzdslenosti instanci k méfen! vadslenosti mnoin instanci,
— pivodnt: d: X x X —R,
—nyni: 5:2% x 2% R,
« z3kladni moZnosti definice & na z3kladé d
— vzddlenost mezi dvéma nejpodobnjEimi instancemi (single linkage)
5(CuCy) = d(z.y).
(Ci. Cs) Ll ()
— vadilenost mezi dvéma nejodEnjgimi instacemi (complete linkage)
5(CuCy) = d(z.y).
(Ci. Cs) N ()

— primgm3 vadilenost mezi dvojicemi instanci (average linkage)

5(C:.Cs) = ety Teeci Tueqy dl-v).
— vadslenost mezi stredy shiukd (centroid) . N
R
5(C.Cy) = dlpm ). ]
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d(r,s) = ||Z- — Zll2
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Priklad: vliv vzddlenostni fce na shlukovani (Borgelt: IDA slides)

« Pr: jednodimenziondin mnoina prlads 2, 12, 16, 25, 29, 45,
v plipad jedné dimenz Ize upravit rozmistént pikladi na ose z dendrogram,
= kady z prstupt; ved na odlng dendrogram.

Single Linkage Complete Linkage
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Shlukovéni — shrouti

« Intuitivn snadno pochopitelng princip, v mnoha kontextech, v mnoha doménch
— obecn identifikace jakéhokoli Eastého spoluvyskytu udslosti v datech,
« kombinatoricky obtiZng optimalizatnf problém
— heuristicks FeSent, lokinf optimalita
« z3kladn kroky
— volba reprezentace,
— zpisob definice podobnosti,
— Viast{ shlukovni,
— abstraktnf reprezentace rozkladu,
~ zhodnocen vysiedku.
« <o urduje kvalitu shiukovaciho algoritmu
— Sslovatelnost - poZet prikladd, dimenzionalita,

— robustnost = &um, odlehlé hodnoty, typy atribut, vzdslenostnf funkee,
— schopnost obsshnout shiuky riznjch tvard.
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Slozitost — srovna

« predpoklad: d(z;.z,) € O(n),
» algoritmus kestredd

— pHifazen pikladi do shiukii: O(km) vypoXts vzddlenosti — i € O(knm),
— prepottent stred: f € O(nm) (kazdy priklad je poufit jednou v nikterém z centroidd),
~ nezndmy poXet iteraci do zastavent: i (odhady od konstantni s m a% po O(m*™)),
— shrouti: f = i(fg + fu) € O(iknm),
« hierarchické aglomerativnf shiukovén (single link)
— inicializace
« napotite] vzdslenosti mezi véemi dvojicemi bodd f; € O(m®n),

* next-best-merge pole ~ pro kaZdj ze shiukd nejbliZf soused se vzdslenosti
(sloZitost skryta v predchozim),

— m-1 iteracf k vytvoFent dpiného dendrogramu
« najdi nejmens; vzdlenost v next-best-merge poli fz, € O(m),
« uprav matici vzdlenosti fz, € O(m),
« upray next-best-merge pole fe, € O(m),

— shrnuti: f = f; + (m = 1)(fg, + fi, + fz,) € O(m’n).
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Hodnoceni kvality shlukovani

= interni: vychdzi ze ti vlastnosti rozkladu
— homogenita — jsou instance ve spoleénjch shlucich podobné?
hom = LT ¥ e, d@ ).
— separabilita — jsou instance z riznjch shlukd nepodobné?

* ke Lar)
7 T Thow e L),
- kolik vztahil se zru¥ ptidanim Sumu nebo ndhodnym vzorkovanim pikladi?

s

— stabil
= z&kladni interni hodnotici kritéria

— vnitroshlukovs variabilita: (viz homogenita u k-stfedz),
— vrohodnost modelu: (pro pstni modely, viz EM GMM),
— 32, sim(zi, 2;)(C;s — C;)? (poutito ve spektrélnim shlukovani).

« shlukovén e subjektivn,

“objektivni” interni mira mise byt zavadgjci,
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1. Inicializace 2. Piitazeni k nejblizsimu 3. Posunuti primérd
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Hodnoceni kvality shlukovani

= externi: srovndnf rozkladu ) se zndmou anotac G = G1. - (gold standard),

= z&kladni externi hodnotici kritéria

— ryzost (purity)

« celkovy pomr priklads z nejéastEjsf tidy ve viech shiucich
(kazdy shluk prifazuje prikiad do nej&asts¥i trdy ve shiuku),
Purity2.6) = & T s /G0 G|

« nevjhoda: nelze pousit pro srovnanf rozkladi s rizngm k,

« pr. (obrézek): ryzost = SE2 = .71

] b o o e .
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Konceptuélni shlukova

: COBWEB (Fisher, 1987)

Iméno | Povreh Komory  Teplota Oplozent
s Topiny w8 neregulovand VngE
obojtivelnik | vihks kite tri neregulovand vnijsi
savec chlupy ek regulovans  vnitfn{
ptak peti ey regulovans  vnitfn{
elva keung? ¥ty nedok neregulovans vnitfni
e
P
Prsupinyic)

PhiupyiCy0.25

balobopaveinic zea Savechiak

PIC)=04 FiC02 PiC=0.4

Plsupiny[Cy)<0.5 PkunyiiC=1.0 Plehiupy[C9=0.5

Pinereg|C. =10 PlnereglC;i=1.0 PlreguilC=1.0

hojaveinic ey plak
FiC.=02 PiCI=02 02
PihksIC:) PlehlupyC Piperic, =10
PinereglC,=1.0 PinereglC:) Pireguilc, = PlregulC)=1.0
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Shlukovéani — moZznosti vyuZiti

= vatah k uZen

— objevovant tFid v netfidéngch (neklasifikovanjch) datech (class discovery),
— tav. “uteni bez utitele” (unsupervised learning),

« porozuméni datim a jejich struktute

— tvorba taxonomif (biologie = organismy, geny),
— urychlen pFistupu k informacim (organizace vistupt  web vyhleddvate),
— detekce odlehlych instanci,
« wyuitl prototyps
— sumarizace (pivodni objekty zcela zapomenuty),

— komprese (vektorovs kvantizace),
— efektivni vyhledsni nejblizich souseds.
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Shlukovéni — formalizace

weil

— rozdsit neklasifikované prklady do disjunktnich podmnofin, shlukil,

— delime tak, aby si priklady
1 v rémei shiuku byly navzjem podobné,
2. 2 riznjch shiukd byly navzjem nepodobné,

— disjunktni rozklad mnofiny vzord ze vstupniho prostoru (obvykle R") do k > 1 trid
X ... mnofina m objektd, . rozklad mnofiny X,
Vij<ki#jCi#0.CiNC;=0,CiUCU---UCr =X,

« Yelime optimalizatni problém

— vstupy jsou
« trénovaci data,
« vadslenostn funkee (funkce odiénosti),
« (optimalizat kritérium).

— nezngmymi jsou
« poket shluk,
« phifazent pfikladi do shlukds = rozklad (partition),
« (prototypy ~ typittf reprezentanti shiuk).
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Shlukovéni — obtiznost

« varianta dlohy bayesovského rozhodovant
najdi strategii Q : ¥ — D (D jsou rozhodnuti), kters minimalizuje
g Ty pe)W (7. 0(a)) (IV je pokutod fe).

= jak velky prostor prohledsvime?

— poet riznjch disjunktnich rozkladd: S

rlingovo Eislo druhého druhu

Sm.k) = {1} = Thoo (=04~ ()5, mi. plti S(m.2) = {7} =27~ 1

72

350 140 21 1
8 |1 127 966 1701 1050 266 28 1
— nelze aplikovat hodnotic kritérium naivng (tpiné prohledsvan),

« NP-te2kj problém, Fe¥ se heuristicky.
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K-stfedii — funkce, idealni beh (Borgelt: IDA slides)
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