[bookmark: uceni_rozhodovacich_pravidel_a_stromupok][bookmark: kalibrace_realne_perspektivni_kamery_s_r][bookmark: odhad_parametru_epipolarni_geometrie_z_k][bookmark: randomizovane_algoritmy_typu_las_vegas_a]13. Učení rozhodovacích pravidel a stromů: pokrývací a rozdělovací strategie, algoritmy AQ a C4.5. Asociační pravidla: algoritmus Apriori.
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(23)
kazdou k-DNF lze zapsat jako k-decision list
kazdy Term predstavuje jedno pravislo
T -> 1, jinak je 0
[image: ]
(24)
tady je asi jak se ten DL tvori, nejdriv je DL prazdny
nevim, ale udelal bych to jak to bylo nekde predtim napsane, ze Term je jedno rozhodnuti[image: ]
(25) Decision Trees
takze na zaklade podminky se to vetvi a listy jsou vyhodnoceni delka nejvyse k
[image: ]
(26)
k-DT lze taky udelat z k-DNF
tady je jeden Term jeden path z korene k listu
a taky ho lze udelat z CNF
s tim ze, u DNF listy oznacujeme 1 a u CNF 0
takze treba DNF bych tvoril asi takto:
vzal bych termy a udelal paths a k listum bych napsal 1, pak bych to doplnil, aby to bylo binarni a ke zbylym listum doplnil nulu
[image: ]
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(29)
takze muzeme jeste omezit pocet listu, ale je to stejne Nphard
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(30)
[image: ]
alg. pro konstrukci v poly-time, ale nemusi byt konzistentni
to je co konzistentní?
ze ma nulovou chybu na trenovacich datech nejspis

if all examples jsou jablka, return uzel s oznacenim jablko
pokud nejsou vsechno jablka, tak:
kdyz P={}, tak return uzel s labelem nejcastejsiho ovoce
else
vyber pi a vytvor uzel s labelem pi

v tom alg. je modre choose pi na str. 30
tak k tomu asi potrebujem nejakou heuristiku 
takze to vybirame maximalizaci zmeny entropie asi
entropie je informace, kterou poskytuje zdroj
treba budes hazet kostkou tak ti bude davat nejaky informace, nejaky cisla
kdybys mel kostku, ktera by mela na vsech stranach cislo 1 a na jedne strane cislo 2
tak ti bude poskytovat mene informaci, nizsi entropie
protoze i kdybys ji nehodil, tak si muzes byt jisty, ze nejspis padne 1
pokud bych vedel jak ten zdroj vypada ... 
kdyby kostka mela vsude jen 1 na vsech stranach, tak entropie bude 0
pze vim co padne ...
cili kostka je dokonale symetricka, usporadana, a zadne informace ti neposkytuje
kde je chaos je vysoka entropie otázka předběhla odpoved :-)
a kdy je entroipie maximální?
a pod heuristikou si mohu představit zase nějaky alg
to je nejaky alg. ktery ti radi, co mas udelat.. zjednodusene receno 
treba chces tahnout figurkou v sachach, tak mas funkci heuristika, ktera ti rekne, kterou figurkou mas tahnout
[image: ][image: ]
(32)
nevim jestli je to dulezite, ale mozna je dobry si uvedomit, ze Decision lists jsou vlastne Decision trees, resp. decision list lze prevest na decision tree, obracene to nemusi jit

[image: ]
(33)
takze real values resime tak, ze delame podminky vetsi mensi, muzeme delat i vice podminek - multiple thresholds
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(34)
takze intervaly jsou stejne
pak intervaly obsahuji stejne mnozstvi zelene, Equiprobable znamená stejně pravdepodobný ... 
a intervaly co obsahuji stejne tridy ... ty jsou most polular ...

[image: ]
(36)
takze tady je asi srovna ni nalezeni konzistentniho f a nalezeni nejlepsiho f, ktere nemusi byt konzistentni


Asociacni pravidla
[image: ][image: ]
(5)
Ant a Suc (předchůdce a následník)
mame eshop, neco prodavame a chceme zjistit nejakou podporu tvrzeni, ze kdyz si nekdo kupuje Pocitac, tak si k nemu prikoupi i Monitor, takze Pocitac je Ant a Monitor je Suc, takze mame transakce - seznam nakoupenych polozek a je tam tedy ANO/NE, nikoliv pocet
podpora je pocet koupenych Pocitacu nebo monitoru, relativni je pak, kdyz vydelim poctem vsech transakci
and je prunik!!! or je sjednoceni!!! do pruniku patri ty prvky, ktere jsou v prvni mnozine A ZAROVEN ve druhe
do sjednoceni patri ty prvky, ktere jsou v prvni mnozine NEBO ve druhe, kdyz si to predstavis s temi mnozinami vybarvenymi, tak to funguje

spolehlivost - pomer mezi podporou Ant U Suc a Ant
[image: ]
(6 AR) no tak potrebujeme proste dobra pravidla, kde plati ze ty hodnoty (podpora a spolehlivost) jsou dostatecne velke, pravidla se hledaji tak, ze se nejprve najdou caste polozky a pak se z toho vytvori pravidla[image: ]
(7)
takze mame pravidlo Chleb -> Maslo, podpora chleba je 4/5, protoze je ve 4 transakcich z 5, jasný ... jedná se spíš o relativní podporu, takze oni hledaji AND (sjednoceni), je to tedy 3/5, spolehlivost taky jasna (60/80=75%)
prostě tam, kde je chleba i maslo, coz je ve trech ... a lomeno všechny transakce
[image: ][image: ][image: ]
(11)
kotrapozitivita ... napil jsem se, tak pujdu na WC :D nepujdu na WC, tak jsem nepil ...

APRIORI
jako u pismenek je to jasne, kdyz ab nema velkou podporu, tak kdyz tam pridam dalsi pismenko a budu mit abc, tak to taky nemuze mit velkou podporu, to je jasny, protoze pridanim pismenka se podpora jenom zmensuje
podmnozina se mysli asi ab a nadmnozina abc[image: ][image: ][image: ]
(14)
v L neni dzem, musí mít vyšší podporu než 30% a to nemá, vyskytuje se jen v jednom záznamu ... 
není, protože se vyskytuje jen v prvním záznamu ... pak už ne a to je 1 lomeno 5 = 20%, což je míň než smin = 30
jj, v C je, pak se zkontroluje podpora 1/5, neprojde tak neni v L a do C se zaradi vsechny kombinace z L

[image: ]
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(22)
ten support s se používá k prořezávání a co ten confidence? rekl bych, ze se to vyuzije az v te druhe fazi pri generaci pravidel, pravidla – implikace, jj na 21 jsme zjistili, ze nejcastejsi kombinace je PAH, VI, MAS, AU
kouká se do toho L že až? jj, do toho posledniho L, tam jsou prorezane a ted na 22 se hledaji ta pravidla mezi nimi

spolehlivost - pomer mezi podporou Ant U Suc a Ant, 50% bych rekl jako 7/14 = PAH & VI soucasne 7 krat, a PAH 14 krát

pojdme rozebrat PAH and VI implikuje MAS prosimte ... takze bych to pocital jako: 
sup(PAH & VI & MAS) / sup(PAH & VI) 4 lomeno 7 = 0,5714, kde MAS je Suc, ostatni je Ant

[image: ]
(23) jak lze snížit počet průchodu? jakože nebudeš rozšiřovat o jedno písmenko, ale rovnou o dvě?[image: ]
(24) Čtyřpolní tabulka
proste pocty kdy to plati, nechápu moc tu tabulku ... jednou je tam suc a potom je tam negace suc, vsechny 4 moznosti, plati neplati suc a ant a napises v kolika pripadech to bylo splneno, a ty čísla v té tabulce, to se zjišťuje od kud? přímo z té tabulky transakcí? z transakcni db, takže kdyby jsi to měl sestavit, potřebuješ tabulku a pravidla ... jo
potrebuju vedet co je ant a co je suc

45% je podpora a to je 450/1000, takze a/n
spolehlivost na slajdech taky maji alfa = 90%, coz by odpovidalo: 450/500, takze spravne je a/r
[image: ][image: ][image: ]
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k-Decision Trees

A tree in which each path from the root to a leaf has length at most k and

represents a rule. Each non-leaf vertex contains one propositional variable,
each leaf a class value

Example of 2 3-decision tree:

false "\ true

3
false, true
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k-Decision Trees (cont'd)

Any &-DT can be represented by a k-DNF:

o create one term for each path leading to 2 leaf Iabelled with

Any k-DT can be represented by a k-CNF:

 create one clause for each path leading to a leaf labelled with

Therefore
CHOT ¢ GRCNE [ hONE

Since CFCNF 2 CRONF e have CHOT ¢ CHONF and CROT  CRONE ng
since CFENF C CFOL we also have

CHOT ¢ gRoL
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k-Decision Trees (cont'd)

It is NP-hard to find a consistent k-Decision tree. C¥0T

is not efficientl,
PAC-learnable by C*0T. 4

What is the error bound for an inconsistent tree? Remind: if

m>ssln

1, 27
267 é

then classification error will not exceed training error by more than € with
at least 1 — 4 probability.

Need to calculate ||

e
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k-leave Decision Trees

Altnernatively, we may bound the number of leaves.
Cicleave DT trees with at most k leaves

Finding a consistent k-leave DT still NP-hard. C*'2¢ 0T not efficiently
PAC-learnable with C¥/eave O,

Error bound for an inconsistent tree? Size of the concept space:
|Cie O | < 1 4 )1

Provides better bound than in k-DT: In |C*1#22 OT| polynomial in both n
and k.
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TDIDT algorithm

A recursive heuristic algorithm for quick (poly-time) construction of 2
possibly inconsistent DT

TDIDT(S: sample, P = {py,

-.Pa}: propositional variables)

if all examples in S have same class y then
return vertex labeled y
else
it P = {} then
retumn vertex labeled by the majority classin
else
Choose p; € P and create a vertex labeled p;
forve (0,1} do
Create an edge from the p; vertesx, label it 0
S={(xy) es|¥=0}

ifs'={) then
dd 2 leaf to edge v, label i by the majority class in §
else

2dd TDIDT(S' P\ p,) to edge v
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Decision Trees

Decision trees are a representation for classification.

 The 1ot is labelled by an attribute
o Bdges are labeled by attribute values.

 Edges go to decision trees or leaves.
o Bach leaf is labelled by a class.

windy
tre- false
outlook temp
sunny uveg;\min hot mild—cool
humidity] [z00d] [bad]  [outiook outlook]  [good
high” normal sunny ovecast. rain
bad] [zood bad] [zood] [227
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TDIDT algorithm: remarks

o The heuristic in Choose p; & P

Define 5; = {(x,y) [x = p;}. Usually we choose p; maximizing

15 I5\5I

aH(sp) =H(S) - Sri(s) - E3m(s\s)

where entropy H(S) is defined as

OB LU I CHEL ]
{01}
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Remarks
o TDIDT easily adaptable to constructing &-DT

Condition P = {} is replaced by P = {} or current depth = k

o TDIDT and other logic-based learers applicable also non-Boolean
classification

TDIDT: No change in code needed. Decision lists: use multiple target
values instead of 0 and 1, covering strategy remains same.

» TDIDT and other logic-based learners easily adaptable to nominal
features

TDIDT: Instead of going over the Boolean range v € {0,1}, we go over
all possible values of the nominal feature x'. Other learners: pre-construct
Boolean features from nominal features (similarly to what follows).
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Remarks (cont'd)

o TDIDT and other logic-based learners easily adaptable to real-valued
features

Use pre-constructed Boolean features such as p:
pis true iff x' > 153.56

where x! is an original real-valued feature and the threshold value 153.56 is
determined in a preprocessing step. Multiple thresholds for one real-valued
feature may be considered and used to define multiple Boolean features.
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Discretization: 3 General Approaches

o Equilength intervals

o Equiprobable intervals

b hs ha

@ Intervals containing same-class examples (most popular)

m—.ﬁHt.—.—.—t—'
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Consistency vs. Error Minimization

DT, kleave DT NP-hard NP-hard
any C where [C| poly  easy easy

such as k-conjunctions  easy easy
general conjunctions ___easy

Minimizing (S, f) for general conjunctions can be reduced to the NP-hard
vertex-cover graph problem.
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Asociatni pravidla

» Association Rules (ARs)
« Definice

— jednoduch tvrzen! o spoluvjskytu udslosti v datech,

— pravdgpodobnostn charakter = nemusi platit vidy,
« Zpiisob zépisu a vjznam

— if Ant then Suc,

— alternativnf zépis: Ant = Suc,

— antecedent (Ant) 2 sukcedent (Suc) definujf obecné udslosti v datech,

— uddlost = jasné definovatelny jev, ktery bud nastavi nebo nenastiva,

— 2 extenzivniho popisu (dat) generujeme zhugtény 2 prehledny popis = znalost
« Priklady asociatnich pravidel

— doporutent pro nakup knih (Amazon):

{Castaneda: Uteni Dona Juana} = {Hesse: Stepni vk & Ruiz: CtyFi dohody}

— vatah mezi rizikovymi faktory a onemocngnim v lékatstyi (Stulong):
{pivo > llitr/den & destiléty=0} = {not(srdeéni onemocn@ni)}
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Asociatni pravidla — pojmy

« Polozky (items): [ = {11, Ja..... I}

— binsrf atributy nebo visledky aplikace relatnich operstord,
« Transakee (transactions): D = {f1.t..... 1.}, t; C I

— piklady, objekty,
« Mnofiny polosek (itemsets): {Ii. fiz..

RO
— analogie podminky, soutasn platnost vice polozek,
« Podpora mnotiny polozek: (relativni) Eetnost transakei obsahujicich danou mnoZinu polozek

« Frekventovans (velks) mnofina polozek:

— Zetnost vjskyti dané mnofiny poloek je vy&Si ne zvoleny prah,
« Asociatnf pravidio (AR): implikace Ant = Suc, kde Ant, Suc C 12 Ant 1 Suc = 0,
« Podpora (support) AR, s: pomé resp. poZet transakei obsahujicich Ant U Suc

— pozn: podpora Ant = Suc je stejns jako podpora Ant U Suc,
« Spolehlivost (confidence) AR, a:

— pomir mezi podporou AR (Ant U Suc) a podporou jeho antecedentu (Ant),
— vidy mensi nebo rovna 1.
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AR - problém vyhledavani

« Jsou diny:
— mnoina polozek 1
— databize transakei D

xkde = I I;

— minimaini podpora $in,

— minimain spolehlivost
« Problém vyhledsvéni asociatnich pravidel:

— nalézt vEechna pravidia Ant = Suc s podporou s > 8y 2 spolehlivost @ > an.
« Realizaci Ize rozdit na 2 kroky:

— najdi viechny frekventované (velké) (pod)mnoZiny polozek,
— generuj 2 nich pravidla
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Pt.: analyza nakupniho kosiku

2vjiit prode] 2 omezit naklady, 4. najdi polozky Easto kupované spolezng,

« I = {Pivo, Chieba, Dzem, Miéko, Mislo},

T Ciets Diem W] = Prikiad pravidla: Chleba = Maso,

t Chleba, Méslo — Ant={Chleba}& {t:.t2. 3.1}, Sant=4/5=80%,
fa | Chieba, Migko, Méslo — Ant U Suc={Chleba,Mislo} & {t..t2.1s}.

:j ';'I"v: iﬂ"::&? podpora AR je s=3/5=60%,

g d ~ Spolehlivost AR je & = 5/5:=75%

« Dalsi pravidla 2 jejich parametry:

Aot = Sic_[s [4l[a 4]
Chleba = Méslo | 60 75
Mislo = Chleba| 60 | 100
Pivo = Chleba | 20 50
Mislo = Dzem | 20 33
Dzem = Méslo | 20 100
Dzem = Miéko | 0 0
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Vyhledavani velkjch mnozin polozek — kategorizace pistupii (1)

= mno%ina viech mnoZin polotek je Zdsterné usporidand

— lze i popsat acyklickym grafem — Hasseovym diagramem,

— uzly jsou mnofiny polo¥ek, hrana I — J pokud I < J a neexistuje K : 1< K < J,

— v pipadé vEech podmnoin mnofiny jde o m¥izku (lattice),

— tu lze 2 divodu efektivity (kaZdy uzel je tieba testovat jen jednou) redukovat na strom,
 metoda prohledsvan m¥isky/stromu podmnoZin

— do &itky = po Grovnich, ka3ds drove zzhrnuje mnoZiny polozek dané délky,

— do hloubky = pres mnofiny polozek s identickym prefixem.

ANy
\luw\.., AT AT a AT ‘""‘Mw'”\“”““'\‘““”
L

il =]
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Vyhleddvani velkych mnozin polozek — kategorizace pistupii (2)

u reprezentace mnofiny/databéze transakei

horizontani ~ po transakcich, transakce = seznam/pole polozek,
« prirozenjéi zpisob,

vertikilni ~ po polozkach, udrzujeme seznam transakci pro kazdou polozku,

= wyhodou rychly plistup k seznamu transakel péru polozek (rekurzivng i mnofiny polozek),
« jde o priik seznamii transakef jednatlivych polozek.

Transakce | Polozky

o
G Jace H2)2p
G Jacde 3782
T 4l o] 4| afe
T jeeT L
o |be N
& Jacde I
e | |9 |10
T Jode
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Algoritmus APRIORI — zékladni my3lenka

« prikopnicky, nejzn3mé, ale ne nejefektivnas,

» vyusivé charakteristické viastnosti velkjch mnoin poloZek:
Kazda podmnozina velké mnoziny polozek je velks.

« my ale postupujeme zdola nahoru = od podmnoZin k nadmnoZinim
proto princip kontrapozitivity (pfemisténi) v logice
(p=q) = (-a=-p)

= antimonoténnf viastnost se prevadi na monoténni viastnost, disledek:
Pokud mnozina polozek neni velka, Zadnd z jejich nadmnozin nenf velks.

« kandidtské mnofiny polotek
— potencising velké = o viech jejich podmnoinch je znimo, Ze jsou velké:
« kategorizace APRIORI: prohleddvéni do &y, horizontaln reprezentace transake.
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APRIORI algoritmus [Agrawal et al., 1996]

Apriors:

C: = ¥ xandidatské mnoziny polozek velikosti 1 v I;
Ly = ¥ velks mnoziny polozek velikosti 1 (podpora > spin);
1=1;
repeat

1=141;

Ci = Apriori-Gen(L;_1);

Pozitej podporu C; a vytvor Li;
until 24dng velks mozina polozek nemalezena (L, = 0);
L=U L. Vi

Apriori-Gen(Li):
C=0
pro ¥ avojice mnozin polozek Comby, Comb, € Lis:
pokud se shodujf v 1-2 polozkich pak pridej Comb, U Comb, do C;
pro ¥ mnoziny polozek Comb z Ci:
pokud jakkoli podmnozina Comb o délce i-1 ¢ L;_; pak odstrah Comb.
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Aplikace APRIORI — priklad analyzy nakupniho kosiku

Chieba, Dzem, Maslo
Chleba, Méslo

Chleba, Migko, Mislo
Pivo, Chleba
Pivo, Miéko

« Vstupn{ parametry: 5,in=30% (mix=50% = bude poutito % v dalkim kroku)

i C: 2

T Pwo] {Chiba] TDaem] [ (Pie], {CHebaT
{Miéko}, {Msslo} {Miéko}, {Msslo}

{Pivo, Chieba}, {Pivo, Migko] | {Chieba, Masio}
{Pivo, Mslo}, {Chleba, Miéko}
{Chieba, Msslo}, {Miko, Mislo}
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Generovéni pravidel z velkjch mnozin polozek — krok 2

Vstupy:
1,0, L, Gni

vystup:
R; % pravidla spIUJLCT S @ Gy

AR~Gen:
R=0;
pro V1 € L proved:
proV x C 1 takova, ze x # 0 a x # 1 proved:
Jestlize s(1)/5(x) > Gmn, PAKR =R U {x = (1-0)}

« Prikiad analjzy nskupniho kosiku
Vstupni parametry: L={Chleba, Maslo} (generovino pro Smin=30%), Qrnin=50%
Vystup: R={Chleba = Mislo: s=60%, a—75%, Maslo = Chieba: 5=60%, a=100%}
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PF.: prichod studiem

= Cil: zjistt, 2da skutetny priichod studiem odpovida predpokladm a doporutenim

u Predméty: RZN (Reprezentace znalosti), PAH (Plénovani a hiy), VI (Vypotetnf inteligence),
MAS (Multi-agentnf systémy), SAD (Strojové uteni a analyza dat), AU (Automatické wazovn)
Transakce Polozky Transakce Polozky
i RZN [ AU
& VI, SAD, AU tin  [RZN, PAH, VI, SAD, AU
o PAH, AU i PAH, VI, MAS, AU
t PAH, VI, AU e VI SAD, AU
t PAH, MAS ts PAH, AU
t VI, AU e SAD, AU
& PAH, SAD ty RZN, PAH, SAD
s |PAH, VI, MAS, AU s PAH, VI, MAS, AU
o PAH o PAH
o PAH, VI, AU n PAH, VI, MAS, AU





image28.png
APRIORI krok — ,,,=20%, resp. 4

[

L

TRZN), {PAH], (VI]
{MAS}, {SAD}, {AU}

TPARY, (VI}, (MAS)
{SAD}. {AU}

{PAH_ VI]. {PAH, MAS}, {PAH, SAD}
{PAH, AU}, {VI, MAS}, {VI, SAD}
{VI, AU}, {MAS, SAD}. {MAS, AU}

PAH, VI]. {PAH. MAS}
{PAH, AU}, {VI, MAS}
{VI, AU}, {MAS, AU}

{SAD, AU} {SAD, AU}
3| (PAH. VI, MAS], {PAR, VI, AU} TPAH, VI, MAS]
{PAH, MAS, AU}, {PAH, SAD, AU} {PAH, VI, AU}
{VI, MAS, AU}, {VI, SAD, AU} {PAH, MAS, AU}
{MAS, SAD, AU} {VI, MAS, AU}
7 PAH, VI, MAS AU} PAH, VI, MAS, AU}
5 0 0
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AR-Gen krok — 0,,,=80%

PAH, VI PAH = VI a=50%, VI = PAH a=70%
(PAH & VI soutasn# Thrst, PAH 14 krdt, V1 10 krit)
PAH, MAS: PAH = MAS 36%, MAS — PAH 100%
PAH, AU PAH — AU 57%, AU = PAH 57%
VI MAS: VI = MAS 40%, MAS = VI 80%
VIAU: VI = AU 100%, AU = VI 71%
MAS, AU:  MAS = AU 80%, AU = MAS 20%
SAD, AU SAD = AU 66%, AU = SAD 20%

PAH, VI, MAS:  PAH & VI = MAS 57%, PAH & MAS = VI 80%,
VI & MAS = PAH 100%

PAH, VI, AU:  PAH & VI = AU 100%, PAH & AU = V188%,
VI & AU = PAH T0%

PAH, MAS, AU: PAH & MAS = AU 80%, PAH & AU = MAS 50%,
MAS & AU = PAH 100%

VI, MAS, AU: VI & MAS = AU 100%, MAS & AU = VI 100%,
VI & AU = MAS 40%

PAH, VI, MAS, AU: PAH & VI & MAS = AU 100%, PAH & VI & AU = MAS 57%,
VI & MAS & AU = PAH 100%, PAH & VI = MAS & AU 57%, atd.
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APRIORI - vyhody a nevyhody

= Vjhody
— efektivng vyuzivé monotsnn viastnosti velkch mnoin poloek,
— obecn stile exponencislni slofitost, ale zvisdnutelnj vipotet pi:
 vhodné VoIbE 3,z 2 Giin,
« Fidkjch datech (v praxi spite plati).
— snadni implementace vZetn? paralelizace,
— pro kolerovan3 data s velkym pottem velkjch mnofin poloZek miize byt dile vylepten
= pousiti zahu&t&né reprezentace.
« Nevjhody
— predpoklids residentni umisténi databsze transakei v paméti,
— vyZaduje a2 m (potet polozek) prichodd databszi,
« pFistup lze urychit pouitim hashovacich stromd,
« poket priichodd Ize také sniit slouZenim dvou nisledngich velikos
« 22 to zaplatime vEttim pottem kandidtskich mnoin, ale ...

1 do jednoho kroku,
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Zépis vztahu mezi Ant a Suc Etypolni tabulkou

= Ctyfpolni tabulka = 4-fold table (4FT),
~a,b,c, d — potty transakef splfujicich podminky.

> [k=arc[i=b+d]n=a-b+c=d

« Ne vidy je spolehlivost smysluplngm kvantifikstorem
— u Easto platngch sukeedentd je implikatni charakter spolehlivosti zavédgjic,
— i nezévislé mnotiny polozek vykazu vysokou spolehlivost,

— priklad Ety¥polnf tabulky (s=45%,a=00%, Ant 2 Suc nezévisl
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Generovani pravidel z velkjch mnoZin polozek — krok 2

Vstupy:
1, D, Ly Gumini

Vgstup:
R; % pravidla splfujict Smn 2 Gmin

AR-Gen:
R=0;
pro ¥ 1 € L proved:
pro ¥ x C 1 takov, ze x # 0 a x # 1 proved:
Jestlize 8(1)/8(x) 2 any, P2k R =R U {x = (1-0)}

« Priklad analjzy nakupniho kogiku
— Vstupn{ parametry: L={Chleba, Mislo} (generovano pro s,,;x=30%), niz=50%
— Vystup: R={Chleba = Mislo: s=60%, a=75%, Mslo = Chleba: s=60%, a=100%}
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Ptiklady alternativnich kvantifikatord

« Spolehlivost Ize v kroku AR-Gen nahradit libovolnou funkei nad hodnotami tyfpolnf tabulky:

— Zduih (lft, above-average) je mira zlepleni presnosti defaultni predikce pravé strany
(spolehiivost delens obecnym podiem prikladi pokrytych sukcedentem)
« lft=an/rk

— Péka (leverage) je pod prikladd, které jsou pravidlem (tedy Ant i Suc) pokryté dodatezng
nad rémec potu pfiklada pokrytich za predpokladu nezdvislosti Ant 2 Suc.
« leverage=1/n(a-rk/n)

— Presvédtivost (conviction) je podobns zdvihu, ale uvaZuje pFiklady nepokryté Suc pravida,
tim padem musf pracovat s prevrécenym pomérem uvatovanych Eetnosti
« conviction=rl/bn

450 50 | 500 1|1 450 50
45050 | 500 9% 89| 989 50 450
900 100 | 1000 100 9001000 500 500 | 1000

5=0.01, a=091, 5=0.45, a=009,
2ih=0.09, paka=0.01, 2dhih=18, pika=02,
presvédeivost=1 presvidtivost=0.9 presvédtivost=5
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Asociatni pravidla — shrouti

= Zakladni nistroj deskriptivniho dolovani dat

— obeen identifikace jakéhokoli Zastého spoluvyskytu udslosti v datech,
— identifikace podskupin, odhalovan skrytjch zdvislost, extrakee znalosti
« Praktické vyusitl
~ nejenom analjza nakupniho koskulll
— obeen jakakoli data atributového typu
« Iékatstvi, primyslové maeni, Easo-prostorovd data, ..,
~ nutnostf je pouze transak¥ni prevod dat, tj. prechod na bindrf atributy
* nejéast¥ji dichotomizacf (postupnym thidénim do 2 skupin),
« pro numerické veliiny navic diskretizaci,
« v dvahu pFipads i kédovéni (minimalizuje potet polozek, ale snifuje prehlednost ystupu),
* pF. atribut teplota ve st. Celsia
- diskretizace: {(-0c,0) = nizké, (0,15) = stredn, (15, oc) = vysoka},
- dichotomizace: {iy k. iy = t=stfedn, =vysok},
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Representing Rules
General form of a rule:
Antecedent — Consequent
« Antecedent (pre-condition) is 3 series of tests or constraints on
attributes (like the tests at decision tree nodes)

« Consequent_(post-condition or conclusion) gives class value or
probability distribution on class values (like leaf nodes of a decision
tree)

 Rules of this form (with a single conclusion) are classifieation rules
« Antecedent is true if logical conjunction of constraints is true

« Rule "fires” and gives the class in the consequent

Also has a procedural interpretation: 1f antecedent Then consequent
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k-Decision Lists

A k-Decision list is an ordered set of conjunctive rules with at most k
literals in each, and a default value.

Example of 2 2-DL:
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k-Decision Lists (cont'd)
For |C*P1| we have

0RO = O(36=" (ke

(each conjunction in in the list can be either be absent, attached to 0, or
1, and the order in the list is arbitrary). Therefore log(|COL) is.
polynomial in n, implying polynomial sample complexity.

Every k-DNF formula can be written s 3 k-Decision List

o every term T of the formula (in any order) forms one rule [T] — 1
» default value is 0

Thus
(CHONE ¢ oL

For every ¢ € CFPL, also —c € CFO* (revert values in leaves). Therefore

also
CHONE ¢ kDL
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k-Decision Lists (cont'd)
€D is efficiently PAC-learnable (by C*CL) with the covering algorithm

1 S = training sample, DL = empty decision list
2 wh S#{}do

any k-conjunction such that

{0y s e % 1 nd () €5 gt = ) o
{0 eSix=¢} = {}and {(t1) €S [x[= 9} £ {}
4 2dd[g]= 0 or [§]— 1 (respectively) to DL

5 S=S\{y) 28 x=0)

& if S={} then
E

s

2dd default value 1 or 0 (respectively) to DL
: return DL

Note: in Step 3 may go over all O(n¥) k-conjunctions; heuristic search
applicable as in learning k-conjunctions




