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1. Induktivní logické programování
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Priklad 1: hypotéza a jeji testovani

H1 ve tvaru rozhodovaciho stromu
if ozdoba_ktku(r) = motlek then ,patelsky robot”
=nic then
iftvar_hlavy (1) =trofshelnik then , piatelsky robot”
else , neprételsky robof”

= kravata then
iftvar_téla( 1) = Etverec then ,nepatelsky robot else
iftvar_hlavy (1) = kruh then , piatelsky robot*

else, nepfdtelsky robot

Tvar smév |Ozdoba |Tvar téla |predmé |Pratelsky?
hlavy krku
kruh ne kravata kb [Savle  |ano

trojihelnik |ano  |ni Tveres |nie ano
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Priklad 1: hypotéza a jeji testovani

H2 s relaci rovnosti

iftvar_hlavy (1) =

tvar_{8la(r) then pFatelsky robot*

else ,,nepiatelsky robot*

Tvar Gsmev |Ozdoba |Tvar téla [predmé |Pratelsky?
hlavy krku

kroh e kravata [keoh  [favie  |ano
trojihelnik |ano  |nie Stveres  |ni ne

H1i H2 Klasifikui sprévné data v trénovacich piikladech,

se na testovaci mnoZiné
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Hypotéza - pokus o formalni popis konceptu

Pro popis ptikladi i hypotéz potiebujeme jazyk. Hypotéza je
pak vyjadeni v odpovidajicim jazyce pomoci formule
(X) s jedinou volnou proménnou X. .

Definujme extenzi  Ext, hypotézy @(X) vzhledem
k definiénimu oboru Q@ = mnozina viech prvki Q, které
splitujig, tj.Ext, = {0€Q: (o) plati }

Vlastnosti hypotéz

+ hypotéza @je tiplnd, pokud E* C Ext, y je Korektni
vzhledem k mnoziné

+ h.yje konsistentni, pokud neni splnéna pro Zadny
negativni trénovaci piiklad, . Ext, N E- = @

+ h.yje korekini, pokudje Gplna a konsistentni
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Kolik korektnich hypotéz 1ze navrhnout

pro danou trénovaci mnozinu E?

Fakt: moznych konceptt je nesrovnatelné
vic nez moznych hypotéz

Disledek: pro vétsinu konceptl se musime
smifit s popisem pomoci hypotézy, kterd je
pouze "skoro spravna".

Ani pro "skoro spravné“ hypotézy neplati,
Ze pro danou E existuje jedina vhodna h.
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Vybérhypotézy a Ockhamova bfitva

‘Williamu of Ockham navrhl
srovnavaci méfitko pro
kvalitunavrzenych
‘hypotéz: ,.Entia non sunt
multiplicanda praeter
necessitatem*,

« Entit by nemélo byt vic,
nez kolik je nezbymé
nutné*

in: ... ale také ne
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Piiklad 2: vyznam doménové znalosti

Pr. 139 (319|854 |468 [349 |561 756 789 |987 |256 |189

354

®L|+ |- |- |+ |+ |- |- ¥ |- |* |*

Jak jazyl pro papis dat zvolit?
Napt. atributy 1, 2 a c3, které oznatuji prni, druhou a treti
Sislici ve trojici.

POZOR: hodnoty atributii samotné nestati (viz piiklady 1 a2)

Klasifikace souvisi s uspofadnim Sislic
relace uspotidini = apriomi (ncbo doménovi) znalost

Vysledek: if e1<¢2 & 2 <3 then “+’.




image11.png
Piiklad 3: parita

Pr. [ Cl [ C2 [ C3 [ C4 [ C5 [ C6 | C7T [ C8 KL
1 1 0 1 1 0 0 0 0 -
2 1 0 1 1 0 0 0 1 +
3 1 1 1 1 0 0 0 1 -
4 0 1 1 1 0 0 0 1 +

Nen atribua, ktery by bylo mo¥né vynechat - na viech zale 1!
Rozhodovaci strom by byl velmi komplikovany

Pro¢ ne automat?
V§zmam formétu hypotézy — vihodna by bylarekurze !t
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Automat rozhodujici dlohu
.sudy poéet symboli 1+

(oY (oY
E—

Na vstupuje symbol 1

—
—~— Na vstupuje symbol 0
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Podminky nalezeni dobré hypotézy

Zilezi na vhodné volbé

jazyka reprezentace piikladi
jazyka pro formulaci hypotéz
doménové znalosti

Kdy nestadi atributové vyjadieni?

popis pifkladi nem uniformi tvar (def. obor tvoiislova
rizné délky)
struktura jednotlivych prikladd mé rozhodujici charakter

doménova znalost je vyraznérelacni
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Induktivni logické programovani(1)

« piiklady jsou slozeny z rizného poétu clementi, mezi nimi jsou
vztahy, které jsou podstatné pro prislusnost (napt. koncept “oblouk” v
doméné objekni tvofenyich z détskych kostek)

+ nenimozné (ncbo je velmi nepfirozené) popisovat viechny trénovac
‘piiklady jednotné prostiednictvim jediného souboru atributi
(universum tvofi slova rizné délky)

+ poticbni apriomi znalost m3 virazné relaéni charakter (napi.
10di¢(X.Y). hrana v grafu atd.)

ILP formuluje hypotézy pro zkoumané koncepty pomoci jazyka logiky

‘odpovidajici programu v pouzitém systému logického programovin
(ncjéastéji Prologu)
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Induktivni logické programovani(2)

(Muggleton94)

mnoina pozitivnich E+ anegativnich E- pikladi
doménové zalost B (logicky program)

cil: najit logicky program P, kter§ spolu s B pokrjvé
témé viechny pozitivni piklady a

nepokrvi témé zidnj z negativnich pikladi

vhody: flexibilnéjsi (doménové znalost, proménni délka
kontextupofadislov)
nevihoda: vipoéty &asové niroéndjii (i kdyz << NeuroN)
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Induktivni logické programovani(3)

P (visledek uéeni) i B (doménovi znalost)
se sklddaji z logickych formuli

A-ApL AL
kde A,A,jsou litersly, &rka znamens logickou konjunkei, :- implikaci
Piklad: cesta v orientovaném grafu

cesta(X,Y) - hrana(X,Y). = program P
cesta(X,Y) :- cesta(X,U) hrana(U,Y).

hrana(1,2). hrana(1,3). hrana(2,3). hrana(2.4). = doménovi znalost
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Zakladnitloha ILP
Pro dané mnoziny pozitivnich a negativnich piikladii E* 2 E- a mnoZinu
axiomi B takovich, ze

Apriomi bezespomost: Ve €E* B¢
Apriomi nutné podminka: 3¢ € E* : B¢

hledéme P takové, ze

Aposteriomi Uplnost: Ve €E* :BUP |-e
Aposteriom bezespomost: Ve € E- :BUP |- ¢
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Specializace a generalizace

hypotéza F je specializaci G, prévé kdyzF je logickym disledkem G
G=F (libovoln model G je i modelem F).

Specializaéni operitor
‘piifazuje kazdé Klauzuli mnozinu jejich specializaci.

Vétsina ILP systémi pouzivé dvé zikladni operace specializace
ztoto#néni 2 proménnjch

spec(cesta(X, Y ) = cesta(X, X)
pFidani podcile do téla formule

spec(cesta(X.Y)) = (cesta(X.Y)--hrana(U.V))

nahrazeni proménné konstantou
spec(&islo(X)) = &islo(0)

‘nahrazeni proménné slozenym termem
spec(Cislo(X) = islo(s(Y))
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Genericky algoritmus ILP

oH inicializuj(8; E, E7) ;

while not (kriterium ukonden/(QH)) do
vyjmiH z QH ;
zvol odvozovaci pravidlar,,..;r, z R ;
aplikaci r; r,na H vytvof mnokinu Hy;
QH := (QH-H) UH, ;
zru$ nékteré prvky z QH ;

vyber_hypotézu P z QH
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Priklad: Cesta v grafu

Ugici mno#ina
Pozitivni priklady : cesta(1,2). cesta(l.3). cesta(14). cesta(2.3).
Negativnipiiklady: cesta(2,1). cesta(2.5).

Specializaéni strom

cesta(X.Y).

cesta(XX).  cesta(Y) -hranaZU).  cesta(X.Y)cesta(Z.U),

cesta(X.Y) - hrana(X,U).  cesta(X,Y)~cesta(X.U).
cesta(X,Y) - hrana(X,Y). .
cesta(X Y)-cesta(X.U) rana(V. W)
cesta(X.Y):-cesta(X.U).hrana(X. W).
cesta (X ¥)-cests(X.0) heana(UW),

cesta(,Y):-cesta(X,U) hrana(UY).
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Systemy

Aleph (diive P-Progol), Oxford University
Tilde + WARMR = ACE (Blockeel, De Racdt 1998)
FOIL (Quinlan 1993)

MIS (Shapiro 1981), Markus (Grobelnik 1992), WiM (1994)
INDEED (Nepil 2003) uéenf ze strukturovanych (lingvistickych) dat
RSD (Zelezn§ 2002) hledanf zajimavych podskupin

RAP (Blatak 2003) uéenf &astych vzori

Dal5f systém:

ttp://www-ai ijs.si/~ilpnet2/systems/
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Aleph

vyber z uéic mnoZiny jeden nebo vice pozitivnich prikladi
najdijejich nejmenSi generalizaci vhledem k dané doménoveé
malosti

2literdli vyskytujicich se v této generalizaci vytvor pomoci
heuristického hledani(metodou shora-doli, od nejkrarsi Klauzule)
takovou Klauzul, kterd nejlépe pokrjva pozitival piiklady a je co
nejméné nekonzistentn - pokrjva minimum negativnich piikladi
tuto Klauzuli piidej k dosud nalezenym

odstraii vechny piiklady, které jsou nové pokryty dosud nalezenym
seSenim (tzv. pokrjvaci paradigma)

el proces opakuj tak dlouho, dokud nejsou viechny pozitival
piiklady (pfipadné a2 na maly poéet) pokryty a nenf pokryt zadny
negatival (pfipadné a2 na maly poéet) pokryt
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East-West Trains (1)

PPN i ¥ i )
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East-West Trains (2)

castbound(east1). 9% eastbound train 1

castbound(east2). short(car_12). closed(car_12).
castbound(east3). long(car_11). open_car(car_11).
castbound(eastd). -

castbound(east5). shape(car_11.rectangle). shape(car_12.rectangle).
eastbound(west6). load(car_11 rectangle.3). load(car_12.triangle.1).
castbound(west7).

castbound(west8). wheels(car_11.2). wheels(car_12.2)

castbound(west9). -

eastbound(west10).  has_car(eastlcar _11). has_car(eastl,car_12)
has_car(east] car_13). has_car(east] car_14).
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East-West Trains (3)

‘modeh(1, eastbound(+train)), 2 [aleph]
2-read_all(tain).

‘modeb(1 load(+car #shape #int)). T Rule 1 [Pos cover$ Nog cover=0]

o tbound(A) -
determination(eastbound/Lhas_car/2). <>

has, B), short(B), closed
- determination(eastbound/1 short/1). _car(AB). s ). losed(®).
determination(castbound/1 load/3). Actal

PR -
0 s
set(). Pad0 S S (umewken)[0.07]
55 10 [toalclawses consiuetsd] [100]
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East-West Trains (4)

oottom lause]lterals] [25][saucstontime] [0.01]

eastoound(8) -

has_cax(AB), s _car(A,0),has_car(A.D),has_car(A.E),
shor(B), short(D), closed(D), ofg(C), long(E), open_cax(B), open_car(C), opan_cas(E),
).

Ioad(Bcicl. 1), load(C hexagon. 1), losd(D.tiangle, 1), losd € rectangle3).

[reduce]
castbond(A). [5/5]
castbound(A)-has_cax(A.B). [5/5]
castbond(A)-

has_car(AB).short(B).  [5/5]
castbomdd):-

has_car(A.B)wheels(B.3). [3/1]
castbond(A) -

has_car(A.B).closed(B). [52]
castbond(A)-has_cax(A.B),
load(B tmiangle.1). 521

eastbound(A) ~has_cax(A B) closed(B) shape(B rectangle)
castbound(A):- has_car(AB), closed(B), wheels(B.2).
eastbound(A)-has_car(AB), closed(B), load(Btriangle.1). [2/0]

eastbound(A):-has_cax(4.B),short(B), closed(B). [5/0]
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Uspésné ILP aplikace

A, kde ILP doséhlo mimotédné dobrich visledkc, kieré vzbudily
Zijem odbomé vefejnosti nejen v komunité, kters se vémje strojovému
uéeni, ale i v kruzich odbomiki z oblasti aplikace

A, kieré jsou nezvyklé z hlediska pouiti metod strojového uéeni.
Bioinformatika, medicina, Zivotni prostfedi

Technika
Zpracovani piirozeného jazyka
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Bioinformatika - uloha SAR
* Structure Activity Relationships (SAR): je mima
~ chemstruktura litky a
~ empirické daje o jeji toxicité/ mutageneticité/ terapeutickém Gcinck.
* Co jepiitinou pozorovaného chovini?

Pozitivni Negativni

Vysledek: strukturarni
indikator
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Bioinformatika - prostor. uspofadani bilkovin

SIS

Bilkoviny = fetézce aminokyselin
tvoricich slozité prostor. ttvary,

+ Posloupnost aminokyselin =
primarni struktura.
strukturu molekuly na zéklade
info. 0 jeji primémi strukture?

+ Interpretace NMR spektra -
rozdéleni do 23 struktumich
typi. Klasické metody - 80%
uspénost, ILP 90% - odpovidi
vkonu zkuseného odbomika
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Bioinformatika - karcinogenicita
230 aromatickych a heteroaromatickych dusikatych sloucenin
188 sloucenin (Ize je dobfe Klasifikovat regresi v rémei atributové
reprezentace)
+42 RU slouéenin (regression-unfriendly skupina).

NaRU skupiné se prokizaly v$hody relaéni reprezentace:

Hypotéza navrsens PROGOLem dosahovala presnosti 88%

zatimeo Klasické metody asi 0 20 % mén&.
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Pobockova stiedna: vzory akei

« Trénovacipriklad
t(tine(19,43,48), [1,2], tine(19,43,48), ~ , [0,6,0,2.3,
t(tine(19,43,48), [1,2], tine(19,43,50), ~ , [0,6,0,0,0,

« Nalezeny vzor

ex_ons(RACAL, INT)e—
(D1, ITL, DL ETL, e, 11, expty, &, EFL, FI1,ox, BICAL enpty, ANTHL, 01, DEL 101),

(02, 112,02, E12 e, Lb, 2, 4, ER2,FI2, ex, RICA2, eupty, TR, CO2, 2, T02),

somenun(BCAL, RICA2)
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Predikce udalosti
+ Trénovaci piiklady

incomi ne(date(10,18) tine(13,37,29) ,[0,6,4.8,2.5,6.6,4,91,3,2] transfer([[1 6]
11,211, transter([[2,8], [2,6]] talk))

+ Nalezend pravidia

incoming(D, T, EX, 31, trans fer([ 1DIR] ,RES)) -
day_is(nonday, D), branch(EX,[5.,0])

.
l—_




image33.png
Morfologicka desambiguace ¢eStiny

Ugici data
jednoznaéné/viceznatné oznackovand
selektivai vzorkovéni (Nepil et al.01)
bez rucniho znackovéni (Smerk03)

Doménovi znalost
délka kontextu— poéet slov nutngch pro Klasifikaci
pozice slov v kontextu
predikaty popisujici vlastnostislov a jejich kategorii
p(Kontext, PodtastKontextu, Predikat)

Priklad: se -bud’ zvramé zéjmeno nebo piedlozka
zajmeno (Left, Right) :-

p(PravyKontext, nejblisich_slov(l), vidy(k6)),
p(LevyKontext,nejbliz&ich_slov(2),nékdy ([k5,al,eAl)) .
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Cil induktivniho strojového uéeni

Nazakladé omezeného
vzorkupfikladi E* a E-,
charakterizovat (popsat)
zamy3lenou skupinu
objekti (koncept) tak, aby

+ popis co nejlépe odpovidal
pravéprvkimzE*

+ byl pouzitelny pro uréenii
objekty mimo E
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Zakladni pojmy

Necht Q je defini¢ni obor konceptu K, tj.
KcQ.

E je mnoZina trénovacich ptikladt (opét
EcQ) doplnéna klasifikaci ¢/ téchto
piikladu, tedy cl: E -->{ano, ne}.

E* jsou prvky E s klasifikaciano

E* a E- tvori disjunktni rozklad (pokryti)
mnoziny E
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Priklad 1 ,,pocitacova hra“. Mizeme se naucit
roboty rozlisit na zdkladé kratké zkusenosti?

ooy oF F

T T 7 T
pratelsti nepratelsti

© =7 &

A By, A BY, 74
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Priklad 1: Roboti a atributovy popis

domé . predmét v |

tvarhiavy dsmév ozdobakiku | tvartéla ce | pidtelsky
i e avate itverec- Save e
Cherec EQ ‘motjiek Terec e EQ
Kaun e motjek Kaun £ ano
Trofineiik e avata Terec babn e

Kauh EQ e rofineinik = e
Trofinenik e nc wofineinik baon ano
Trofineiik EQ avata Kauh e e
i ano avate Hauir Tic





